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Resumo
O critério para analisar a qualidade de vida de um determinado local é o Índice de Desenvolvimento Humano (IDH), que consiste na média obtida entre três aspectos: Renda Nacional Bruta (RNB) per capita, grau de escolaridade e saúde. O Índice de Desenvolvimento Humano Municipal (IDHM) também considera essas dimensões, porém alguns indicadores são diferentes. No entanto, podem haver outros fatores relevantes na melhoria do bem-estar econômico e social, que não são levados em conta no cálculo do IDHM. Com base em dados atuais e características que podem proporcionar melhoria da qualidade de vida, buscou-se a identificação de fatores relevantes, que poderiam ser considerados no cálculo do IDHM, bem como identificar áreas de investimentos para aumentar esse índice. Para análise de dados dos 399 municípios do Paraná utilizou-se o processo de descoberta do conhecimento em base de dados (KDD), sendo que a tarefa de mineração de dados foi a classificação. O trabalho foi realizado no software Weka (Waikato Environment for Knowledge Analysis), aplicando-se o algoritmo J48, criando-se árvore de decisão. Os resultados mostraram que fatores como renda média domiciliar (utilizado no cálculo) e proporção da população com dez anos ou mais podem estar relacionados a um bom índice.

Introdução
O conceito de desenvolvimento humano deve ser obtido pela qualidade de vida da população, analisando aspectos de bem-estar e não necessariamente financeiro. O Índice de Desenvolvimento Humano (IDH) propõe verificar o grau de desenvolvimento de um país utilizando como indicadores de desempenho: a longevidade, a renda nacional bruta per capita e o grau de escolaridade. O Índice de Desenvolvimento Humano Municipal (IDHM) também considera essas dimensões (educação, longevidade e renda), porém alguns indicadores são diferentes. Estes, embora meçam os mesmos fenômenos, são mais adequados para avaliar as condições de núcleos sociais menores (PNUD Brasil, 2016).

Mas serão apenas essas variáveis importantes para se considerar no cálculo desse índice? O IDHM é um bom indicador para avaliar o desenvolvimento de diferentes e diversas comunidades? É claro que o IDH e o IDHM são índices importantes para se identificar algumas situações semelhantes em diferentes lugares ou, por outro lado, opulência e ótimas condições de vida em alguns locais e péssima qualidade de vida e situações humanas inaceitáveis em outros. Porém, para considerar um índice mais abrangente, indicando níveis precisos de desenvolvimento, é necessário, no mínimo, que este seja questionado.

Neste trabalho, com análise de dados dos municípios do Paraná e variáveis escolhidas de forma que houvesse alguma relação à qualidade de vida, teve-se o objetivo de investigar outras características relevantes para melhoria do IDHM.

Material e Métodos
Os dados para o desenvolvimento deste trabalho foram coletados no Instituto de Desenvolvimento Econômico e Social – IPARDES (IPARDES, 2016). Foram consideradas 22 variáveis para cada município, referentes ao ano de 2010, obtendo-se um grande volume de dados. Para isso foi necessário o uso de tecnologias para o processamento e extração de informações.

Para atender as necessidades, vem se destacando o KDD - Knowledge Discovery in Databases (Descoberta do Conhecimento em Bases de Dados) e o Data Mining (Mineração de Dados), sendo esta uma etapa do KDD (Goldschmidt et al., 2015).

Segundo Fayyad et al. (1996), a mineração de dados é a aplicação de algoritmos específicos para extrair padrões a partir de dados. Porém, passos do processo KDD tais como: preparação de dados, seleção de dados, limpeza de dados, incorporação de conhecimento prévio adequado e uma interpretação correta dos resultados na mineração, são essenciais para garantir se o conhecimento derivado a partir dos dados pode ser útil.

As variáveis consideradas neste trabalho foram: Abastecimento de água (unidades atendidas); PIB (per capita); distância da sede municipal à capital (em km); atendimento de esgoto (unidades atendidas); renda média domiciliar per capita; despesas de capitais municipais; população com dez anos ou mais e despesas municipais por função de: Assistência social, previdência social, saúde, trabalho, educação, cultura, direitos da cidadania, urbanismo, habitação, saneamento, agricultura, indústria, comércio e serviços, comunicações, desporto e lazer.

Algumas variáveis foram ajustadas de modo a facilitar sua interpretação bem como permitir a comparação de municípios de diferentes portes. As variáveis “Abastecimento de água”, “Atendimento de esgoto” e “População com 10 anos ou mais” foram relativizadas à população. Além disso, as variáveis relativas à despesa foram relativizadas ao PIB. O valor 0 foi atribuído às informações não apresentadas.

Foi então construída a matriz D de ordem 399x22, consistindo de informações dos 399 municípios para as 22 variáveis. Em seguida houve a padronização de cada entrada pela normalização por desvio-padrão (Goldschmidt et al., 2015).

O próximo passo foi atribuir a classe correspondente à cada município. Para essas classes utilizou-se somente o IDHM, já estabelecido para cada município. Assim, as classes foram divididas por meio da distância do desvio padrão em relação à média ou dividida por intervalos de mesmo tamanho.

Por fim, foi aplicada a tarefa de mineração de dados, denominada de classificação, sendo utilizado o algoritmo J48, que é uma implementação do algoritmo C4.5 no Weka, criando-se árvores de decisão.

Na Classificação, cada padrão contém um conjunto de atributos e um dos atributos é denominado classe. O objetivo da classificação é encontrar um modelo para predição da classe como função dos outros atributos (Tan et al., 2009).
Resultados e Discussão
A fim de encontrar regras com melhor precisão foram testadas diferentes quantidades de classes (4, 5, 6, 8 e 10). Nos diferentes testes as variáveis renda média domiciliar per capita e população com 10 anos ou mais foram relevantes Deve-se considerar aqui que a renda média é utilizada no cálculo do IDHM.

As árvores analisadas abaixo foram as que apresentaram as melhores precisões. As divisões das classes foram feitas de duas formas: na Árvore 1 foram atribuídas quatro classes, sendo que a definição das classes ocorreu a partir da média e do desvio padrão; na Árvore 2, com cinco classes, a definição das mesmas se deu a partir de intervalos de mesmo tamanho.

As classes referentes à Árvore 1 foram as seguintes: Classe 4: IDHM muito acima da média; Classe 3: IDHM intermediário, porém acima da média; Classe 2: IDHM intermediário, mas abaixo da média e Classe 1: IDHM muito abaixo da média. As classes da Árvore 2 foram definidas da seguinte forma: Classe 5: IDHM muito alto; Classe 4: IDHM alto; Classe 3: IDHM intermediário; Classe 2: IDHM baixo e Classe 1: IDHM muito baixo. Em ambos os casos, relativamente ao Paraná.

O quadro 01 apresenta um resumo das variáveis relevantes na predição de cada classe para a árvore 1. O único atributo que prediz a classe 4 é a renda (Renda média domiciliar). A classe 1 é predita somente pela renda e pela população (proporção da população com dez anos ou mais).

O atributo renda se mostrou diretamente relacionado ao IDHM, pois quanto menor sua avaliação, mais baixo em relação à média do estado está o IDHM e vice-versa. Esta revelação é previsível dado que a renda média domiciliar é utilizada no cálculo do IDHM. O atributo população é previsor somente das classes 1, 2 e 3, sendo também diretamente relacionado ao IDHM.
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Classe 1 Baixa Baixa - -
Classe 2 Baixa Mediana Baixa Baixa Baixa
Classe 3| Mediana Alta Alta Alta Alta
Classe 4 Alta





Quadro 01 – Resumo Árvore 1
Os atributos distância à capital, PIB e saneamento (despesas municipais) são previsores somente das classes 2 e 3, sendo que, da mesma forma, todos se mostraram diretamente relacionados ao IDHM. Cabe observar que a distância à capital, portanto, não foi relevante para garantir melhor IDHM (já que quanto menor a distância, mais baixo em relação à média do estado está o IDHM e vice-versa).

O quadro 02 apresenta um resumo das variáveis relevantes na predição de cada classe para a árvore 2. Os atributos que predizem a classe 1 são a renda e a agricultura (despesas municipais), a classe 2 foi predita somente pela renda e pela população e a classe 5 foi predita somente pela renda.
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Quadro 02 – Resumo Árvore 2
O atributo população é previsor somente das classes 2, 3 e 4, sendo diretamente relacionado ao IDHM. O atributo PIB é previsor somente das classes 2 e 3, sendo que, da mesma forma, se mostrou diretamente relacionados ao IDHM.

O atributo cultura (despesas municipais) é previsor somente das classes 3 e 4, sendo este relacionado, porém inversamente, ao IDHM, ou seja, quanto maior o investimento em cultura, menor o IDHM e vice-versa. Isso pode indicar não retorno imediato do investimento ou mau investimento, entre outros motivos. O atributo agricultura não se revelou relacionado (diretamente ou inversamente) ao IDHM.

Coradine et al. (2007), em investigação semelhante, afirma que este estudo se mostra uma alternativa para o cálculo do IDHM, investigando outros atributos que possam influenciar no nível do IDHM. Este trabalho também reforça a renda como atributo relevante para o IDHM.

Conclusões
Considerando que o objetivo era contribuir para a identificação de fatores relevantes, que poderiam ser considerados no cálculo do IDHM ou sugerir investimentos para aumentar o índice, observaram-se como fatores relacionados ao IDHM a renda média domiciliar (inserida no cálculo do IDHM), o percentual da população com 10 anos ou mais, o PIB per capita, as despesas municipais com saneamento e a distância entre a sede municipal e a capital (esta inversamente).

Espera-se que os resultados apresentados neste trabalho possam servir como auxílio na melhoria dos índices relativos à qualidade de vida e como replanejamento de investimentos feitos em cada município.
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