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Resumo
Teuvo Kohonen desenvolveu em 1982 o método de mapas de característica auto-organizáveis que faz uso de uma estrutura topológica para agrupar as unidades (padrões). “Self Organizing Map” (SOM; ou “Mapas auto-organizáveis”) é baseado no aprendizado competitivo, onde os neurônios de saída da grade competem entre si para serem ativados. O objetivo deste trabalho foi melhorar a eficácia do algoritmo SOM para a tarefa de agrupamento de dados, pela configuração de seus parâmetros. Os parâmetros estudados neste trabalho foram o tamanho da grade, o raio de vizinhança inicial, a taxa de aprendizagem inicial e o número de iterações. As bases de dados utilizadas foram: Pima Indians Diabetes, Iris e Wine. Com a realização deste trabalho foi possível melhorar a eficácia do algoritmo, apresentando propostas de configurações para as bases de dados estudadas.
Introdução
Segundo Fausett (1994), Teuvo Kohonen, em 1982, desenvolveu o método de mapas de característica auto-organizáveis que faz uso de uma estrutura topológica para agrupar as unidades (padrões). ”Self Organizing Map” (SOM; ou “Mapas auto-organizáveis”), também conhecidos por Redes Neurais de Kohonen, formam uma classe de Redes Neurais Artificiais em que a aprendizagem é não supervisionada.

Segundo Haykin (2001) o principal objetivo do SOM é transformar padrões de entrada de dimensão arbitrária em um mapa discreto. Os neurônios são colocados nos nós de uma grade, que pode ter qualquer dimensionalidade. Normalmente são utilizadas grades bidimensionais (chamado de 2D-SOM).
O processo de aprendizagem do SOM é baseado no aprendizado competitivo, onde os neurônios de saída da grade competem entre si para serem ativados. O neurônio de saída que vence a competição é chamado de neurônio vencedor. Todos os neurônios da grade devem ser expostos a um número suficiente de padrões de entrada para assegurar o amadurecimento apropriado do processo de auto-organização (Haykin, 2001). 

Segundo Haykin (2001), além do processo de competição, ainda são essenciais os processos de cooperação e adaptação para a formação do mapa. No processo de cooperação, o neurônio vencedor localiza o centro de uma vizinhança topológica de neurônios cooperativos.

O parâmetro 
[image: image1.emf] é a “largura efetiva” da vizinhança topológica que mede o grau com o qual os neurônios excitados na vizinhança do neurônio vencedor participam do processo de aprendizagem. O parâmetro 
[image: image2.emf] (raio de vizinhança) deve diminuir com o tempo segundo uma função de vizinhança. Nesta, somente um raio de vizinhança inicial (
[image: image3.emf]) é requerido (Haykin, 2001).

Para que o processo de auto-organização ocorra, no processo de adaptação os neurônios excitados têm seus pesos sinápticos ajustados. O ajuste feito é tal que a resposta do neurônio vencedor à aplicação de um padrão de entrada similar é melhorada (Haykin, 2001).

Neste processo, o parâmetro 
[image: image4.emf] (taxa de aprendizagem) começa em um valor inicial 
[image: image5.emf] e então diminui gradualmente com o tempo, mas nunca chega a zero (Haykin, 2001).
A metodologia de agrupamento de dados a partir do SOM consiste em métodos de visualização e de agrupamentos. Como métodos de visualização podemos citar a Matriz de Densidade. Para agrupamento de dados a partir do SOM uma metodologia utilizada é denominada Agrupamento por Matriz de Densidade (Xu & Li, 2002). Esta metodologia foi utilizada neste trabalho.
O objetivo deste trabalho foi melhorar a eficácia do algoritmo SOM para a tarefa de agrupamento de dados, pela configuração de seus parâmetros.
Material e Métodos
Inicialmente foi realizado um estudo sobre o algoritmo e uma pesquisa na literatura por valores utilizados nos parâmetros do algoritmo. Os parâmetros estudados neste trabalho foram o tamanho da grade, o raio de vizinhança inicial, a taxa de aprendizagem inicial e o número de iterações.

Foram escolhidos alguns valores para cada parâmetro e foram feitas composições com os valores definidos. Estas composições foram avaliadas em bases de dados reais e públicas já rotuladas. As bases de dados utilizadas foram: Pima Indians Diabetes, Iris e Wine, retiradas do repositório da UCI, no endereço: http://archive.ics.uci.edu/ml/datasets.html. O fato das bases de dados já serem rotuladas permitiu avaliar a qualidade do agrupamento obtido, utilizando a porcentagem de acerto como métrica.

Com relação ao parâmetro taxa de aprendizagem inicial, foram avaliados os valores 0.1; 0.5 e 0.8. Para o tamanho da grade foram avaliadas as grades 5x5, 10x10, 15x15 e 20x20. Para os valores do raio de vizinhança inicial foram avaliados os raios 2, 3 e 5. Referente ao número de iterações, foram avaliadas 200, 500 e 1000 iterações. 

A ferramenta utilizada para o trabalho foi a YADMT – Yet Another Miner Tool (Benfatti et al., 2011), em desenvolvimento na Universidade Estadual do Oeste do Paraná desde 2010. Foram efetuadas dez execuções do algoritmo em cada base de dados. No caso de divergências entre os resultados executou-se o cálculo da média das medidas de avaliação (porcentagem de acerto, considerando que cada base de dados já é rotulada).
Resultados e Discussão
Para a base de dados Iris, os melhores resultados, tendo como base a porcentagem de acerto, foram obtidos com a utilização dos seguintes parâmetros: aprendizagem inicial: 0.1; grade 10x10; raio inicial: 5; número de iterações: 1000. Com esta configuração, a porcentagem de acerto média foi de 82,9 %. Com a configuração padrão apresentada na ferramenta, a porcentagem de acerto média para esta base de dados foi de 74,5 %. Observa-se um aumento de 8,4% na porcentagem de acerto, melhorando a eficácia do algoritmo.
Para a base de dados Pima, os melhores resultados, tendo como base a porcentagem de acerto, foram obtidos com a utilização dos seguintes parâmetros: aprendizagem inicial: 0.5; grade 5x5; raio inicial: 3; número de iterações: 200. Com esta configuração, a porcentagem de acerto média foi de 71,1 %. Com a configuração padrão apresentada na ferramenta, a porcentagem de acerto média para esta base de dados foi de 65,3 %. Observa-se um aumento de 5,8% na porcentagem de acerto, melhorando a eficácia do algoritmo.
Para a base de dados Wine, os melhores resultados, tendo como base a porcentagem de acerto, foram obtidos com a utilização dos seguintes parâmetros: aprendizagem inicial: 0.8; grade 5x5; raio inicial: 2; número de iterações: 500. Com esta configuração, a porcentagem de acerto média foi de 80,3 %. Com a configuração padrão apresentada na ferramenta, a porcentagem de acerto média para esta base de dados foi de 66,6 %. Observa-se um aumento de 13,7% na porcentagem de acerto, melhorando a eficácia do algoritmo.
Observando os melhores resultados, a melhor configuração considerando a média das porcentagens de acerto para as três bases de dados, foi obtida com a utilização dos seguintes parâmetros: aprendizagem inicial: 0.1; grade 10x10; raio inicial: 5; número de iterações: 1000.

Para cada parâmetro foi fixado cada valor atribuído a ele e calculada a média das porcentagens de acerto considerando todas as combinações nos parâmetros restantes, isto é, para os demais parâmetros foram considerados todos os valores atribuídos a eles. Assim, a melhor configuração para a base de dados Iris foi: aprendizagem inicial: 0.1; grade 10x10; raio inicial: 2; número de iterações: 500. Com esta configuração, a porcentagem de acerto média foi de 76,5 %. Já a melhor configuração para a base de dados Pima foi: aprendizagem inicial: 0.8; grade 5x5; raio inicial: 2; número de iterações: 200. Com esta configuração, a porcentagem de acerto média foi de 67,1 %. A melhor configuração para a base de dados Wine foi: aprendizagem inicial: 0.5; grade 5x5; raio inicial: 5; número de iterações: 500. Com esta configuração, a porcentagem de acerto média foi de 78,1 %. Observa-se que esta estratégia também melhora a eficácia do algoritmo relativamente à configuração padrão apresentada na ferramenta. Como era de se esperar, o desempenho desta estratégia foi inferior ao da primeira, porém com diminuição máxima de 8% na porcentagem de acerto.
Observando os resultados considerando os parâmetros globalmente, fixado cada valor no parâmetro e combinados os demais, a melhor configuração, considerando os maiores percentuais de acerto para as três bases de dados, foi: aprendizagem inicial: 0.5; grade 5x5; raio inicial: 5; número de iterações: 500. Com esta configuração, a porcentagem de acerto média para as bases de dados analisadas foram de 69,7 % (Iris), 78,1 % (Wine) e 66,7 % (Pima). Observa-se que esta estratégia melhora a eficácia do algoritmo relativamente à configuração padrão apresentada na ferramenta para duas das três bases de dados.
Conclusões
Com a realização deste trabalho foi possível melhorar a eficácia do algoritmo, apresentando propostas de configurações para as bases de dados estudadas, bem como uma configuração global. Sugere-se como trabalhos futuros ampliar o estudo utilizando bases de dados diferentes para avaliar a configuração global.
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