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Resumo
A área conhecida como Mineração de Dados avança rapidamente. No entanto, entender o contexto dos algoritmos e como configurá-los corretamente ainda é um grande desafio. A configuração é uma tarefa empírica, e por isto, pode se tornar extremamente trabalhosa mesmo para os especialistas no assunto. Este trabalho tem como objetivo a integração de métodos para automatizar o processo de seleção de parâmetros, facilitando assim a escolha de algoritmos para a tarefa de agrupamento de dados.
Introdução
Armazenar dados, independente do objetivo, meio ou contexto, se tornou uma ação comum, e com essa facilidade de armazenamento evoluiu a questão de como extrair informações que possam ser úteis, gerando algum conhecimento. 

Nesse contexto, surgiu a área de KDD (Knownledge Discovery in Databases) tendo com uma de suas etapas a mineração de dados (MD, do inglês Data Mining). Segundo (FAYYAD et al., 1996), KDD é "um processo não trivial de identificação de novos padrões válidos, úteis e compreensíveis". A MD se refere ao processo de extrair conhecimento novo e útil de uma vasta quantidade de dados (HAN; KAMBER, 2000), e seus algoritmos visam descobrir padrões para resolver tarefas como criação de grupos (Agrupamento de Dados), atribuição a classes (Classificação) ou descoberta de associações entre dados (Regras de Associação).

A tarefa de agrupamento de dados, foco desse artigo, busca relacionar elementos e dividi-los em grupos, de forma que os elementos de um mesmo grupo sejam mais semelhantes entre si do que a elementos de outro grupo. Os níveis de similaridade e dissimilaridade são determinados por medidas de diferenciação, que estabelecem graus de relação entre os elementos, permitindo agrupar os padrões de forma adequada.


Considerando os diversos e diferentes algoritmos de aprendizado de máquina, assim como os parâmetros de todos estes algoritmos, existe um grande número de alternativas possíveis para minerar conhecimento a partir de dados. É interessante então buscar entre esses algoritmos qual o mais adequado para uma determinada tarefa e para uma dada base de dados, a partir da otimização de algum critério. Está questão é intitulada por (THORNTON et al., 2012) como Combined Algorithm Selection and Hyperparameter Optimization Problem (CASH). Estes autores demonstram que uma pesquisa automatizada no espaço combinatorial dos algoritmos e parâmetros produzem melhores resultados que simplesmente fazer a escolha padrão (configuração default por parte do sistema). 

 O Auto-WEKA (THORNTON et al., 2012) resolve o problema CASH para os algoritmos de classificação implementados na ferramenta WEKA (WEKA, 2015), mas ainda não disponibiliza solução para algoritmos de agrupamento de dados.

Este estudo utiliza a ferramenta YADMT – Yet Another Data Mining Tool (BENFATTI et al., 2010), que para a tarefa de agrupamento de dados possui os algoritmos K-means, Self-Organizing Maps (SOM) e Colônia de Formigas, e tem como objetivo realizar experimentos com os métodos de seleção automática de parâmetros utilizando a métrica Calinski-Harabasz (CALINSKI; HARABASZ, 1974) para a comparação dos grupos gerados e, a partir dos resultados, definir pelo uso de um dos algoritmos.
Materiais e Métodos 

Para HANSEN e JAUMARD (1997), “Existe uma grande variedade de medidas, determinadas pelas especificidades das diferentes aplicações, cada uma delas produzindo um determinado resultado de agrupamento, caso aplicadas a um mesmo conjunto de observações”. Para avaliar a qualidade dos agrupamentos o critério adotado foi o chamado de Calinski-Harabasz. Uma vantagem é que este critério independe do algoritmo aplicado a uma base de dados, pois o que será analisado são dados internos dos grupos gerados. Portanto, é possível comparar algoritmos aplicados em uma mesma base de dados, determinando o que obtém melhores resultados com relação aos grupos gerados.

Para o valor do critério Calinski-Harabasz (CH), é necessário calcular o WGSS (Within Group Sum of Squares) e o BGSS (Between-Group Sum of Squares). O WGSS é dado pelo somatório dos quadrados das diferenças de cada padrão para seu centroide, e quanto menores forem os valores obtidos, maior a similaridade interna nos grupos. O BGSS é o somatório do quadrado da diferença do centroide de cada grupo para o centroide global, multiplicado pelo número de elementos em cada grupo, e que altos valores indicam grupos com alta dissimilaridade entre si. Logo, a função do critério Calinski-Harabasz deve ser maximizada para alcançar maiores semelhanças intragrupos e diferenças intergrupos. 
O objetivo da análise desse trabalho foi identificar, de maneira empírica, qual algoritmo e/ou parâmetros obtém melhores resultados, para que o usuário dê prioridade à sua utilização quando não souber qual algoritmo escolher. Foi necessário realizar diversos testes com combinações entre os valores dos parâmetros para descobrir quais são os melhores valores de configuração na geração de grupos. A ferramenta YADMT possui duas alternativas como métodos de busca, a Busca Aleatória e Algoritmos Genéticos. Esse tipo de abordagem se mostra mais eficiente do que uma busca exaustiva ou busca em grade. Vários testes foram executados, descritos a seguir.
Resultados e Discussão

As bases de dados usadas nos testes foram obtidas no repositório da UCI (University of California, Irvine - Machine Learning Repository) (Lichman, 2013), um repositório de acesso público para aprendizagem e benchmarking de algoritmos de aprendizado de máquina, cuja escolha visou satisfazer as restrições de tipos de dados dos algoritmos, além de bases de dados com características diferentes. Os resultados são apresentados na Tabela 1.
Tabela 1 - Valores obtidos para o critério Calinski-Harabasz
	Base de Dados


	Algoritmos de Agrupamento de Dados – YADMT

	
	K-Means
	SOM
	Colônia Formigas

	
	Busca Aleatória
	Algoritmo Genético
	Busca Aleatória
	Algoritmo Genético
	Busca Aleatória
	Algoritmo Genético

	3D Road Network 
	5.683,46
	6.707,18
	1.102,60
	1.600,94
	42,35
	124,97

	Cuff-Less Blood Pressure Estimation
	45.521,43
	41.224,80
	23.961,93
	20.773,24
	113,20
	525,59

	Diabetes
	267,41
	283,22
	175,18
	175,18
	6,64
	29,67

	Geographical Original of Music
	392,05
	392,05
	405,21
	396,40
	19,34
	57,46

	Glass
	184,00
	184,00
	352,92
	326,16
	1,17
	3,85

	Ionosphere
	78,91
	78,95
	45,48
	45,48
	3,42
	5,02

	Íris
	566,02
	572,64
	432,32
	318,03
	12,43
	39,24

	Stone Flakes
	84,14
	89,13
	82,76
	95,66
	1,26
	4,21

	Student Performance
	111,75
	114,31
	144,51
	118,17
	7,58
	26,13

	Synthetic Control Chart Time
	218,30
	218,30
	94,03
	87,40
	14,48
	19,24

	Wine
	83,29
	83,29
	43,62
	41,76
	4,76
	11,07

	Yeast
	1.011,45
	1.132,74
	1.094,09
	1.099,49
	13,98
	67,01


Maiores valores para o critério Calinski-Harabasz (CALINSKI; HARABASZ, 1974) determinam grupos melhores (considerando a mesma base de dados), levando em consideração que tanto a busca aleatória como algoritmo genético superaram a escolha padrão para todos os casos. A diferença de desempenho dos algoritmos segundo o critério, K-means se mostrou melhor que os outros dois algoritmos em nove casos para a busca aleatória seguido pelo algoritmo SOM que obteve melhores resultados nos três casos restantes, enquanto que para o algoritmo genético o K-means apresentou o melhor resultado em dez casos, com o SOM sendo melhor nos dois restantes.
Obtendo os valores de desvio padrão dos valores segundo o critério entre os dois métodos de busca, o resultado é relativamente pequeno se comparado aos valores das médias, o que significa que os métodos apresentam pequena variação, ao se comparar os resultados obtidos por diferentes execuções com as médias. Em algumas execuções os resultados foram idênticos, o que acarretou nos desvios padrão com valor igual a zero.
Conclusões

Durante os testes, observou-se o tempo necessário de processamento com cada algoritmo/método, não tendo diferença significativa entre os métodos de busca, mas o mesmo não acontece entre os algoritmos de agrupamento. Em todos os casos, o K-Means exigiu menos tempo de processamento do que os outros dois algoritmos. Nos casos mais extremos, com as bases de dados que possuem um grande número de instâncias e/ou atributos, o algoritmo K-Means executou em média 10 vezes mais rápido que o algoritmo SOM. Já o SOM, executou em média 04 vezes mais rápido que o algoritmo Colônia de Formigas. 

Devido aos resultados obtidos, pode-se observar que o algoritmo de agrupamento K-Means é o mais indicado para escolha do usuário para as bases de dados analisadas, tanto por apresentar melhores resultados segundo o critério adotado, quanto por ser mais rápido. Sua desvantagem é não determinar automaticamente (por meio do próprio algoritmo) o número de grupos. Mas este problema é resolvido pela busca automática de parâmetros.

Como o K-Means foi melhor em aproximadamente 80% dos casos e é rápido, se comparado aos outros algoritmos implementados, julgou-se desnecessária a implementação de um método para buscar o melhor algoritmo de agrupamento de dados, uma vez que isso traria um processamento extra desnecessário. Com os valores de desvio padrão sendo relativamente baixos, comprovam a estabilidade dos algoritmos implementados, fazendo com que a mineração de dados pela ferramenta YADMT seja um processo mais confiável. 

Como trabalhos futuros, há o estudo formas de aumentar o desempenho dos algoritmos Colônia de Formigas e SOM, além da geração de novos experimentos, com outras bases de dados.  
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