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Resumo
A área de Mineração de Dados possui diversos algoritmos de aprendizado de máquina. Configurar corretamente os algoritmos ainda é um grande desafio, sendo uma tarefa empírica e que se feita manualmente, trabalhosa. Este trabalho tem como assunto essa dificuldade, com a integração de métodos para automatizar o processo de seleção de parâmetros em algoritmos de Agrupamento de dados, melhorando os resultados do processo de Descoberta de Conhecimento em Bases de Dados.
Introdução
A quantidade de dados armazenada tomou proporções imensas, de maneira que é completamente dispendioso tentar analisar os dados em memória de forma manual e repetitiva. A área de descoberta de conhecimento em base de dados (KDD, do inglês Knowledge Discovery in Databases) e também uma de suas etapas, a mineração de dados (DM, do inglês Data Mining) surgem nesse contexto. 

Segundo Fayyad (1996), KDD é "um processo não trivial de identificação de novos padrões válidos, úteis e compreensíveis". Esse processo compreende as etapas de pré-processamento; mineração de dados e pós-processamento. 

O pré-processamento se concentra em corrigir as inconsistências e normalizar a base de dados, com objetivo de aumentar a eficiência dos algoritmos de mineração. Mineração de dados se refere ao processo de extrair conhecimento novo e útil de uma vasta quantidade de dados (Han & Kamber, 2000), por meios automáticos ou semiautomáticos. Este conhecimento adquirido é interpretado como tendências ou padrões que foram encontrados nos repositórios. No pós-processamento, é realizada uma organização dos resultados, com a intenção de melhorar a precisão da tomada de decisão e/ou visualizar com maior eficiência os resultados obtidos. 

Na etapa de DM, os algoritmos aplicados descobrirão padrões para resolver tarefas como as de Classificação, Regras de Associação e Agrupamento de Dados. O Agrupamento de dados, tarefa objetivo deste estudo, se caracteriza por ser de aprendizado não supervisionado, que busca em suas técnicas relacionar elementos e dividi-los em grupos, de forma que elementos de um mesmo grupo são semelhantes, e diferentes dos elementos dos demais grupos. 

Considerando os parâmetros dos algoritmos de aprendizado de máquina, existe um número espantoso de alternativas possíveis (Thornton et al., 2013). É interessante então, definir para uma dada base de dados, qual o algoritmo ótimo (ou sub-ótimo) para determinada tarefa e quais seus melhores parâmetros. Esta questão é intitulada por Thornton et al. (2013) como Combined Algorithm Selection and Hyperparameter Optimization Problem (CASH). No estudo é demonstrado que uma pesquisa automatizada no espaço combinatorial dos algoritmos e parâmetros produzem melhores resultados que simplesmente fazer a escolha padrão.
O objetivo deste estudo foi desenvolver um módulo capaz de selecionar automaticamente valores de parâmetros relevantes em algoritmos de Agrupamento de dados, no intuito de gerar grupos com maior distinção do que aqueles gerados ao se executar os algoritmos com os valores paramétricos na configuração padrão.
Materiais e Métodos

A ferramenta YADMT (Yet Another Data Mining Tool) (Benfatti et al., 2010) recebeu os aprimoramentos provenientes desse estudo, com foco nos algoritmos K-means, Self-Organizing Maps (SOM) e Colônia de Formigas. Para avaliação dos grupos gerados foi adotado um critério do tipo interno e relativo, sendo chamado de critério Calinski-Harabasz (Calinski & Harabasz, 1974), que avalia as diferenças dos padrões de um determinado grupo para seu centróide, determinando a similaridade intra-grupos, bem como avalia as diferenças dos centróides dos grupos para um centróide global, determinando a dissimilaridade intra-grupos. A escolha é justificada por ser uma forma eficiente de avaliar grupos sem conhecimento a priori (Vendramin & Campelo, 2008). Uma vantagem, é que esse critério independe do algoritmo aplicado ao repositório, pois a análise será sobre os dados internos dos grupos gerados. Portanto, com essa medida é possível comparar algoritmos aplicados em uma mesma base de dados, determinando qual dentre eles obtém melhores resultados com relação aos grupos gerados.

É necessário realizar diversos testes empíricos com combinações entre os valores dos parâmetros para descobrir quais os melhores valores de configuração na geração de grupos para cada um dos algoritmos. Para isso, foi adotada uma técnica capaz de testar um número alto de combinações entre os parâmetros pré-determinados, e encontrar os respectivos valores de configuração que geram grupos mais pontuados segundo o critério Calinski-Harabasz. Esse método, denominado random search (busca aleatória), trabalha atribuindo valores aleatórios para se aproximar de melhores resultados. Esse tipo de abordagem se mostra mais eficiente do que uma busca exaustiva ou busca em grade, pois a busca aleatória necessita de muito menos tempo e processamento para encontrar resultados em espaços de busca de dimensões mais altas (Bergstra & Bengio, 2012). 

Por meio de testes empíricos, determinou-se que os algoritmos possuem parâmetros de valores contínuos que influenciam os resultados com bastante intensidade. Portanto, estes itens serão os alvos do método de busca aleatória.
Resultados e Discussão
As bases de dados utilizadas para os testes foram obtidas no repositório da UCI (Lichman, 2013). A Tabela 1 exibe uma comparação entre os valores do critério Calinski-Harabasz obtidos via execução dos algoritmos sem alteração dos parâmetros e, os valores obtidos via execução do algoritmo de busca aleatória.
Tabela 1 – Valores obtidos para o critério Calinski-Harabasz via escolha padrão e busca aleatória

	Base de dados


	Algoritmos de Agrupamento de Dados - YADMT

	
	K-Means
	Self-Organazing Maps
	Colônia Formigas

	
	Escolha Padrão
	Busca Aleatória
	Escolha Padrão
	Busca Aleatória
	Escolha Padrão
	Busca Aleatória

	Íris
	49.05
	350.13
	136.07
	321.40
	12.43
	39.24

	Diabetes
	144.58
	267.41
	102.89
	175.18
	6.64
	28.72

	Glass
	63.64
	184.00
	177.63
	352.92
	1.17
	2.54

	Wine
	53.35
	83.29
	26.66
	43.62
	4.76
	9.79

	Ionosphere
	31.12
	78.91
	29.46
	45.48
	3.42
	5.02


Valores maiores para o critério Calinski-Harabasz determinam melhores grupos, portanto a busca aleatória obteve melhores resultados, tendo superado a escolha padrão em todos os casos. Também é observável a diferença de desempenho dos algoritmos segundo o critério, K-Means se mostrou melhor que os outros dois algoritmos em quatro dos cinco casos.

Não há até aqui como garantir que este método de busca encontrará o conjunto de valores paramétricos que representam o máximo global na função de otimização do critério Calinski-Harabasz, garante-se apenas máximos locais, que são encontrados e armazenados na segunda etapa do algoritmo de busca aleatória, selecionando-se o melhor dentre todos os máximos locais os obtidos. 

Ao concluir este processo de busca, além de saber o valor Calinski-Harabasz, todas as informações a respeito do conjunto paramétrico vencedor serão fornecidas ao usuário. Assim, se saberá qual é o melhor número de grupos, quais os valores dos centróides de cada grupo, qual o número de iterações realizadas, etc. Com essas informações, o usuário terá a possibilidade de executar o algoritmo de forma simplificada e obter o mesmo resultado da execução mais extensa, sem precisar realizar o processo de busca aleatória novamente. 
Conclusões
A escolha padrão dos valores paramétricos possivelmente resultará em grupos com qualidades mais baixas, segundo o critério Calinski-Harabasz. Uma possível solução deste problema foi demonstrada ao aplicar um algoritmo de seleção automática dos parâmetros, adquirindo-se grupos mais bem pontuados.

A busca aleatória se mostrou melhor que a escolha padrão, como em (Bergstra & Bengio, 2012), e também é melhor que a busca exaustiva. Porém, este método não é capaz de assegurar que o valor obtido é ótimo, segundo o critério Calinski-Harabasz. Como trabalhos futuros, serão estudadas formas de garantir o valor ótimo, com consequente implementação na ferramenta YADMT, e também estender os aprimoramentos alcançados aos algoritmos de Métodos Hierárquicos dessa ferramenta. 
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