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Resumo
O estudo da variabilidade espacial de fenômenos, quando suas informações coletadas são georreferenciáveis e apresentam dependência espacial é feita por meio da Geoestatística. As técnicas de geoestatística dependem da definição do tamanho e da configuração amostral. O objetivo desse trabalho foi avaliar uma metodologia de busca por uma configuração amostral otimizada, considerando dados simulados e uma redução de 50% do tamanho amostral de uma amostra já existente. Essa metodologia é chamada de Algoritmo Genético. Foram realizadas simulações de Monte Carlo, assumindo variáveis estacionárias Gaussiana, isotrópicas e modelo exponencial para a função semivariância, com patamar igual a 10. Primeiramente, avaliou-se a calibração do algoritmo genético, considerando como função objetivo a ser maximizada a medida de acurácia exatidão global. Em seguida, verificou-se a influência das características espaciais e as dos parâmetros efeito pepita e alcance sobre a eficiência do algoritmo e a otimização da função objetivo. Os resultados mostraram que para todas as simulações, qualquer mudança realizada no efeito pepita influenciou negativamente o valor a ser maximizado, já para qualquer mudança realizada no alcance não influenciou o valor a ser maximizado. Observou-se que a amostragem irregular apresentou o pior desempenho, no processo de otimização, quando comparada com as amostragens regular e lattice plus close pairs (amostragem regular adicionada de pontos próximos). A amostragem lattice plus close pairs apresentou os melhores resultados do processo de otimização.
Introdução
Para Guedes (2011), a geoestatística é um tópico da estatística aplicada que se refere a problemas relacionados às variáveis regionalizadas. Essas variáveis são constituídas por sua característica “aleatória”, pois apresenta irregularidades e variação imprevisível de um ponto para outro. E, pela sua característica “estrutural”, pois apresenta relações existentes entre os pontos no espaço motivadas pela sua gênese. Na geoestatística, a definição de um modelo que representa a estrutura de dependência espacial depende de informações coletadas numa amostra. Essa amostra pode ser determinada por processos de amostragem, tais como as configurações amostrais aleatória e sistemática. Além disso, existem processos de otimização, que a partir de uma amostra inicial, pode-se buscar qual é a melhor configuração amostral de tamanho reduzido. Um desses processos de otimização pe chamado de Algoritmo Genético.
Segundo Linden (2013), os Algoritmos Genéticos (AG) são algoritmos de busca inspirados nos mecanismos de seleção natural e genética. Dessa forma, os objetivos desse trabalho são: (a) realizar a calibração do algoritmo, com o objetivo de melhor o valor a ser maximizado, (b) por meio de dados simulados, avaliar a influência que o efeito pepita, o alcance e a configuração amostral inicial exercem no processo de otimização. 
Materiais e Métodos
Foram simulados, por meio de simulações de Monte Carlo, conjuntos de dados que representam realizações de processos estocásticos multivariados, assumindo variáveis estacionárias Gaussiana e isotrópicas. Consideraram-se configurações amostrais com tamanho igual a 100, com pontos amostrais dispostos numa área regular, com limite máximo das coordenadas x e y entre 0 e 1. 
Foram simuladas três configurações amostrais iniciais: sistemática 10×10, aleatória e sistemática 9×19 com adição de 19 pontos próximos, posicionados dentro de uma circunferência de raio 0,10, cujo centro será sempre um ponto da amostragem regular, escolhido de forma aleatória. Para cada configuração amostral foram considerados 12 ensaios. Sendo que em cada ensaio foram construídas 10 simulações, totalizando 120 simulações. Em cada ensaio, as simulações foram realizadas considerando um modelo exponencial para a função semivariância, com os parâmetros alcance prático e efeito pepita, variando. Assim, os 12 ensaios foram feitos considerando os seguintes valores para o efeito pepita: 0, 0,2, 0,5, e 0,8; e para o alcance prático: 0,45, 0,60, e 0,90. 

Primeiramente, avaliou-se a calibração do algoritmo genético, com o intuito de encontrar uma melhor configuração para o mesmo. Variando os seguintes parâmetros: número de indivíduos iniciais, número de cruzamentos e de pontos de corte nesse cruzamento. Depois da calibração do processo de otimização, esse foi aplicado em cada ensaio realizado. A qualidade do processo de otimização foi avaliado pelos valores obtidos na função objetivo.
Resultados e Discussão
Em todos os ensaios realizados, em média, observa-se um aumento relevante da exatidão global (em torno de 15% do valor máximo inicial).
Tabela 1: Valores médios obtidos em todas as simulações, e em parênteses o desvio padrão dos valores obtidos para: o mínimo e o máximo da exatidão global, no início e no final do processo de otimização.
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	Mínimo
	Máximo
	Mínimo
	Máximo
	Mínimo
	Máximo

	Regular
	Inicial
	0.60
	0.672
	0.613
	0.693
	0.625
	0.697

	
	
	(0.022)
	(0.024)
	(0.024)
	(0.037)
	(0.029)
	(0.030)
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	Final
	0.824
	0.826
	0.854
	0.856
	0.869
	0.87

	
	
	(0.034)
	(0.034)
	(0.031)
	(0.033)
	(0.039)
	(0.039)

	
	Inicial 
	0.594
	0.662
	0.597
	0.678
	0.608
	0.684

	
	
	(0.020)
	(0.026)
	(0.022)
	(0.026)
	(0.027)
	(0.027)
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	Final
	0.811
	0.814
	0.819
	0.82
	0.833
	0.835

	
	
	(0.032)
	(0.0356)
	(0.033)
	(0.033)
	(0.048)
	(0.0467)

	
	Inicial
	0.591
	0.665
	0.592
	0.664
	0.595
	0.672

	
	
	(0.018)
	(0.023)
	(0.020)
	(0.028)
	(0.025)
	(0.033)
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	Final
	0.798
	0.801
	0.81
	0.813
	0.804
	0.806

	
	
	(0.027)
	(0.030)
	(0.030)
	(0.029)
	(0.043)
	(0.044)

	
	Inicial
	0.59
	0.659
	0.589
	0.657
	0.591
	0.662

	
	
	(0.016)
	(0.027)
	(0.0166)
	(0.022)
	(0.020)
	(0.027)
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	Final 
	0.788
	0.79
	0.785
	0.787
	0.796
	0.798

	
	
	(0.048)
	(0.050)
	(0.0412)
	(0.042)
	(0.039)
	(0.038)

	Irregular
	Inicial
	0.604
	0.684
	0.617
	0.693
	0.632
	0.72

	
	
	(0.022)
	(0.026)
	(0.020)
	(0.021)
	(0.027)
	(0.034)
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	Final 
	0.827
	0.831
	0.836
	0.839
	0.865
	0.866

	
	
	(0.032)
	(0.035)
	(0.025)
	(0.024)
	(0.043)
	(0.044)

	
	Inicial
	0.589
	0.66
	0.595
	0.66
	0.597
	0.663

	
	
	(0.023)
	(0.030)
	(0.021)
	(0.029)
	(0.019)
	(0.026)
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	Final 
	0.789
	0.79
	0.792
	0.792
	0.808
	0.809

	
	
	(0.036)
	(0.037)
	(0.045)
	(0.045)
	(0.044)
	(0.043)

	
	Inicial
	0.579
	0.645
	 0.581
	0.648
	0.598
	0.65

	
	
	(0.014)
	(0.027)
	 (0.013)
	(0.023)
	(0.031)
	(0.030)
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	Final 
	0.746
	0.748
	 0.765
	0.769
	0.784
	0.785

	
	
	(0.047)
	(0.045)
	 (0.034)
	(0.035)
	(0.048)
	(0.049)

	
	Inicial
	0.576
	0.635
	0.578
	0.638
	0.577
	0.647

	
	
	(0.013)
	(0.018)
	(0.015)
	(0.017)
	(0.015)
	(0.025)
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	Final 
	0.737
	0.74
	0.748
	0.752
	0.763
	0.765

	
	
	(0.039)
	(0.039)
	(0.042)
	(0.042)
	(0.047)
	(0.051)

	Lattice plus close pairs
	Inicial

Final
	0.61

(0.016)

0.825
	0.692

(0.026)

0.827
	0.62

(0.02)

0.849
	0.702

(0.025)

0.853
	0.632

(0.027)

0.873
	0.715

(0.033)

0.875
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	(0.039)
	(0.038)
	(0.033)
	(0.035)
	(0.046)
	(0.046)

	
	Inicial
	0.606
	0.682
	0.607
	0.681
	0.615
	0.695

	
	
	(0.014)
	(0.020)
	(0.013)
	(0.025)
	(0.019)
	(0.031)
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	Final 
	0.819
	0.821
	0.822
	0.825
	0.847
	0.85

	
	
	(0.030)
	(0.031)
	(0.033)
	(0.032)
	(0.034)
	(0.034)

	
	Inicial
	0.596
	0.669
	0.60
	0.668
	0.602
	0.682

	
	
	(0.013)
	(0.026)
	(0.017)
	(0.017)
	(0.016)
	(0.018)
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	Final 
	0.793
	0.794
	0.796
	0.80
	0.815
	0.817

	
	
	(0.030)
	(0.031)
	(0.037)
	(0.042)
	(0.040)
	(0.038)

	
	Inicial
	0.591
	0.671
	0.60
	0.671
	0.599
	0.671

	
	
	(0.012)
	(0.019)
	(0.018)
	(0.0208)
	(0.0197)
	(0.022)
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	Final 
	0.785
	0.788
	0.797
	0.799
	0.798
	0.80

	
	
	(0.034)
	(0.030)
	(0.038)
	(0.038)
	(0.045)
	(0.044)


Isso, quando se comparou o seu valor máximo obtido no início do processo de otimização, com seu valor máximo final. Além disso, tem-se um baixo desvio padrão do valor maximizado ao final do processo (Tabela 1). Esses resultados indicam a eficiência e a estabilidade do processo de otimização.

Em todas as simulações observou-se que a variação do parâmetro efeito pepita foi o que causou a maior influência negativa nos resultados, enquanto que a variação do parâmetro alcance causou mínima influência nos resultados. Pois os valores mínimos e máximos da exatidão global, no início e no final do processo, em média diminuíram, conforme se aumentou o efeito pepita nas simulações (Tabela 1). 

Esse resultado foi mais evidente na amostragem irregular. Pois com o aumento do efeito pepita, essa amostragem apresentou, em média, os menores valores maximizados da exatidão global ao final do processo de otimização.
O aumento do alcance, principalmente, para os menores valores de efeito pepita, gerou um pequeno aumento médio do valor maximizado da exatidão global.
Observa-se ainda que, os valores dos mínimos e máximos finais em cada simulação, estão muitos próximos, mostrando assim que o espaço de busca pela solução do processo está reduzido em poucos valores. Esse resultado indica que o processo está ao final de sua busca pelo valor otimizado.
Conclusões
Para a calibração do algoritmo, conclui-se que o parâmetro número de cruzamentos exerce uma influência positiva no valor a ser maximizado, enquanto o número de indivíduos iniciais e o número de pontos de corte no cruzamento não provocaram alterações relevantes.

O processo de otimização se mostrou eficiente e estável, em todos as simulações realizadas. Conclui-se que o parâmetro efeito pepita, exerce uma relevante influência negativa no valor a ser maximizado, principalmente na amostragem irregular. Os maiores valores da exatidão global maximizada ocorreram com o menor valor de efeito pepita e o maior valor do alcance.
Para trabalhos futuros, objetiva-se realizar as simulações com conjuntos de dados amostrais reais.
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