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Resumo
O número de áreas que necessitam de auxílio computacional em problemas de tomada de decisão tem crescido nos últimos tempos e a mineração de dados é um processo que vem apresentando bons resultados. Entretanto, existem limitações quando trata-se da análise de dados que consideram a característica temporal das observações. Este trabalho tem como objetivo avaliar a classificação de Séries Temporais mediante a aplicação de descritores estatísticos e de complexidade para a construção de modelos simbólicos e inteligíveis.
Introdução

O processo de Mineração de Dados tem sido cada vez mais utilizado em diversas áreas do conhecimento. A subárea denominada Aprendizado de Máquina (AM) é utilizada para auxiliar esse processo, por meio da construção de modelos preditivos e/ou descritivos (Mitchell, 1997). Entretanto, os algoritmos tradicionais de AM possuem limitação quanto a dados que consideram a característica temporal/sequencial das observações, denominados Séries Temporais (ST). Com o intuito de contornar essa limitação, podem ser utilizadas diferentes formas de representação das ST, dentre as quais a representação atributo-valor, por meio da utilização de descritores. Sob esse contexto, o objetivo deste trabalho é avaliar a eficiência de descritores na classificação de ST mediante modelos simbólicos, em relação a um dos métodos amplamente utilizados na literatura.
Materiais e Método

Os materiais e método utilizados neste trabalho estão divididos em três etapas.
Etapa 1 – Seleção dos Conjuntos de Dados (CD)
Nesta etapa foram selecionados doze CD de ST disponíveis no repositório UCR Time Series Classification/Clustering, descrito em (Keogh et al., 2011). Na Tabela 1 observam-se os CD selecionados e suas respectivas características, tais como o número de observações e o tamanho de cada ST.
Tabela 1 – Características dos CD utilizados.
	Conjunto de Dados
	#Ex.
	#Tamanho da ST
	Conjunto de Dados
	#Ex.
	#Tamanho da ST

	Coffee
	56
	286
	ECGFiveDays
	884
	136

	ECG200
	200
	96
	ItalyPowerDemand
	1096
	24

	Gun Point
	200
	150
	MoteStrain
	1272
	84

	Lighting2
	121
	637
	SonyAIBORS*
	980
	65

	Wafer
	7164
	152
	SonyAIBORSII*
	621
	70

	Yoga
	3300
	426
	TwoLeadECG
	1162
	82


* RS - RobotSurface
Esses CD são utilizados por diversos trabalhos da literatura e possuem acesso público, facilitando a comparação de resultados.
Etapa 2 – Aplicação de descritores
Nesta etapa foram extraídas medidas estatísticas (ME) e medidas de complexidade (MC) a fim de criar uma representação atributo-valor dos CD definidos na Etapa 1, as quais são apresentadas a seguir.
Medidas estatísticas
Dentre as diversas medidas de estatística descritiva existentes, este trabalho fundamentou-se em: média, coeficiente de variação, máximo e mínimo, curtose e assimetria.
Medidas de complexidade
Essas medidas têm como objetivo mensurar o grau de desordem dos dados observados. Foram utilizadas as seguintes medidas:
· Box-Counting: considera-se a ST coberta por um conjunto de quadrados onde a dimensão do fractal é dada pela quantidade de quadrados necessários para cobrir todo o espaço ocupado pela ST (Peitgen et al., 1992);
· Katz: é utilizada para determinar a dimensão fractal por meio da relação entre o tamanho da série de dados e a maior distância entre o valor inicial da série com os picos existentes na mesma (Katz, 1988);
· Complexidade Estimada: determina a complexidade de uma ST analisando a diferença entre as observações vizinhas. ST similares a uma reta serão menos complexas do que ST com presença de vales e picos (Batista et al., 2011);
· Entropia: descrevem o grau de organização de um conjunto de dados. Neste trabalho foram utilizadas três medidas baseadas em entropia: Empirical Entropy descrita por Shannon (1948), Chao-Shen Entropy descrita por Chao et al. (2003) e Miller-Maddow Entropy descrita por Miller (1955).
Adicionalmente, as medidas de Complexidade Estimada e de Entropia foram determinadas de cada conjunto de dados a partir da representação das ST no domínio da frequência, visando determinar a complexidade da assinatura espectral.
Etapa 3 – Construção de classificadores
Nesta etapa, foram selecionados dois algoritmos de AM: 1-Nearest Neighbor (1NN) com distância Euclidiana e C4.5, disponíveis na ferramenta WEKA
. Portanto, os experimentos foram executados nas seguintes configurações: (Conf. 1) utilizando o algoritmo 1NN diretamente sobre as ST, sem a aplicação de descritores, e (Conf. 2) aplicando o algoritmo C4.5 a partir dos dados gerados pelos descritores.
Os experimentos, bem como a avaliação dos resultados foram realizados por meio do ambiente computacional e gráfico R
, e auxílio de bibliotecas da ferramenta WEKA. A avaliação estatística foi realizada mediante o teste paramétrico T-student para dados emparelhados.
Resultados e Discussão
Os resultados dos experimentos são apresentados na Tabela 2.
Tabela 2 – Erro médio absoluto de cada CD
	Conjunto de Dados
	Conf. 1
	Conf. 2
	Conjunto de Dados
	Conf. 1
	Conf. 2

	Coffee
	0.25
	0.24
	ECGFiveDays
	0.19
	0.25

	ECG200
	0.22
	0.00
	ItalyPowerDemand
	0.04
	0.08

	Gun Point
	0.08
	0.15
	MoteStrain
	0.14
	0.43

	Lighting2
	0.39
	0.40
	SonyAIBORS*
	0.32
	0.08

	wafer
	0.01
	0.03
	SonyAIBORSII*
	0.14
	0.27

	yoga
	0.17
	0.38
	TwoLeadECG
	0.27
	0.38


* RS - RobotSurface
A partir da Tabela 2 é possível observar que a utilização de descritores em conjunto com o algoritmo C4.5 apresentou melhores resultados para CD Coffee, ECG200, SonyAIBORS e SonyAIBORSII. A aplicação do teste estatístico de T-student obteve p-valor = 0.48, indicando que não há diferença estatisticamente significativa entre os resultados das diferentes configurações avaliadas.
Conclusões
Observou-se que a classificação de ST mediante extração de atributos baseados em medidas estatísticas e de complexidade, apresentou desempenho inferior na maioria dos CD. No entanto, não foi observada diferença estatisticamente significativa. Desse modo, conclui-se que a utilização de descritores estatísticos e de complexidade pode ser uma alternativa ao algoritmo 1NN, possibilitando a construção de modelos simbólicos e inteligíveis. Como trabalhos futuros citam-se a utilização de outros algoritmos de AM e a incorporação de novos descritores.
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